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1 Introduction 

Aujourd’hui le mode de tarification traditionnel des services de transport de marchandises n’est plus viable et présente 

une problématique capitale. En effet, les méthodes de tarification utilisées actuellement présentent des limites 

considérables et ne répondent plus aux exigences accrues des acteurs intervenant dans le transport. Le défaut majeur de 

cette méthode est qu’elle est très consommatrice en ressources humaines et en temps d’échange. Par conséquent, elle 

est loin d’être applicable pour un nombre d’expéditions très élevé. De plus, cette méthode fixe les prix de transport sur 

une durée relativement importante, d’une année ou voire même de deux années.  

Or, actuellement de nombreux facteurs influencent le prix du transport, impliquant une volatilité importante des tarifs et 
entraînant un besoin de tarification dynamique [1]. Ces facteurs peuvent correspondre, par exemple, à l’escalade des 

prix du pétrole et au déséquilibre entre l’offre et la demande. Ainsi, le besoin d’outils optimaux et efficaces pour la 

tarification dynamique devient primordial pour les clients et les transporteurs.  
 

Le problème de la tarification consistant à définir le prix d’un produit ou d’un service de manière statique ou 

dynamique selon plusieurs critères et objectifs à optimiser, nous considérons plutôt son aspect dynamique. La 

tarification dynamique (dyamic pricing) est définie comme l’ajustement dynamique des prix en fonction de la valeur 

que les clients attribuent à un produit ou à un service à un moment donné, selon l’évolution du marché. Dans ces 

travaux de recherche, nous nous intéressons en particulier au problème de la tarification dynamique juste (dynamic fair 

pricing) des services de transport. 

Ces dernières années, le problème de tarification a reçu beaucoup d’attention et en particulier la tarification dynamique 

qui s’avère très intéressante dans un contexte volatil et fortement concurrentiel. La tarification dynamique a été d’abord 
utilisée dans la tarification du transport aérien, connue sous le nom de gestion des revenus (Yield management)[2]. 

Cette technique de tarification s’est rapidement étendue sur plusieurs autres domaines tels que les télécommunications, 

énergie, systèmes informatiques, e-commerce[3-6], etc. Ainsi, plusieurs techniques de modélisation et de résolution ont 

été proposées, telles que la programmation dynamique, la programmation mixte en nombre entiers, la théorie des jeux 

et la programmation bi-niveaux. Néanmoins, dans le domaine de transport de marchandises, la tarification dynamique 

n’a pas encore été exploitée ou étudiée. 

 

Nos algorithmes se basent principalement sur des méthodes d’apprentissage automatique (Machine Learning) et 

d’optimisation [7]. Les avancées récentes dans le domaine de l’intelligence artificielle (IA) nous permettront de prédire 

avec plus de précision et plus rapidement l’évolution des prix à travers de modèles capables d’expliquer les données 

récoltées. Le machine Learning va plus loin en prédiction des règles, et permet potentiellement de prédire de nouvelles 

données (predictive analytics), voire finalement de prendre des décisions à partir de nouvelles données et du modèle 
établi. La prise en considération des données historiques et l’intégration des données réelles en provenance des 

chargeurs et des transporteurs dans une unique base de données est un avantage très important, permettant de tester les 

approches utilisées par des cas réels et accélérera le processus d’apprentissage et d’amélioration. 
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2 Approche de modélisation   

1. Définition du problème 

En considérant un historique de données de transport, pour chaque demande de transport si qui arrive à l'instant t, 

l'algorithme doit pouvoir : 

assigner cette demande a une classe forfaitaire selon les critères de classification,  

estimer le prix juste de la prestation, et  

apprendre des retours de l'environnement après chaque action afin d'améliorer la précision de l'estimation. 
 

L'algorithme d'apprentissage a pour but la prédiction du prix exacte (ou juste) en apprenant à chaque itération. 

L'algorithme proposé se base sur la logique de q-learning. (figure 1) 

 

Figure 1: approche de Q-learning 

2. Processus de tarification : 

Le processus de tarification est déclenché par l'arrivée d'une demande de tarification, notée Xi. Suite à cette demande, 

le système doit pouvoir identifier les facteurs externes pertinents, notés Fi et les récupérer en temps réel. L'ensemble 

des données récoltées (Xi et Fi) permet d'affecter la demande a une classe et ainsi de récupérer la fonction d'estimation 

appropriée. Ce qui permet, à travers une fonction d'estimation, de proposer un prix pi. L'application de ce prix engendra 

un retour des agents de l'environnement, qui sont principalement pour notre contexte des chargeurs et des transporteurs. 

Le retour peut être une récompense, qui permet de confirmer la justesse de la fonction d'approximation, ou une 

pénalité, qui permet quant à elle de corriger la fonction d'estimation dans un sens ou dans un autre. Un indice de 

fairness sera également généré permettant ainsi une évaluation de la justesse de tarification. Cet apprentissage et retour 

sur expérience est assuré par des boucles de feedback et constitue un élément essentiel et critique de l'évolution de 

l'algorithme. La figure 2 présente une cartographie du processus de tarification adopté. 

 
Nous avons proposé l’approche de modélisation suivante en quatre modules :  

1. Récupération des facteurs externes pertinents 

2. Classification de la demande 

3. Proposition de prix  

4. Application du prix et évaluation des retours 

5.  

3. Etats du système 

Nous définissons un état comme étant l'ensemble des critères dont dépend le prix, et qui permettent de l'affecter à une 

classe tarifaire. Donc, un état dépend de la demande de prestation, représentée par le vecteur Xi = (xi1, xi2, ..., xin), et les 

facteurs externes, représentés par le vecteur Fi=(Fi1, Fi2, ...,Fip), ou n et p sont respectivement le nombre des critères de la 

demande de prestation et le nombre des facteurs externes renseignées. Les critères de la demande de prestation peuvent 

être à titre d'exemple, le poids, le volume et la distance. Quant aux facteurs externes, nous pouvons citer à titre 

d'exemple les métriques suivantes : le prix de fuel, la saisonnalité, la capacité disponible, etc. 



 

 

Figure 2: Approche de modélisation 

4. Actions (Prix proposés) 

Une action présente dans notre contexte un prix proposé aux deux parties : le chargeur et le transporteur. Nous pouvons 

considérer l'ensemble des actions comme un ensemble continu ou discret. Dans le premier cas, le prix proposé, noté par 

pi, sera considéré comme une variable continue. Dans le deuxième cas, une discrétisation de l'ensemble des valeurs sera 

proposée qui dépend bien évidement du pas de discrétisation. 

5. Fonction d'approximation 

Nous proposons un réseau de neurones pour approximation de la politique de prix. Le réseau de neurones utilisé 

contient trois couches, tel que présenté dans la figure 3.  

 

Figure 3: Premier réseau de neurones implémenté 

La méthodologie adoptée est la suivante :  

1. Load data 

2. Split data for training and validation : 

 Une permutation aléatoire (trainpart=0.6, validatepart=0.2, testpart=0.2) Scaling (MIN MAX scaling) 

3. Create Keras model 
4. Fit/Train Keras model 

5. Results 

6. Fairness 

La notion de fairness est définie dans ce contexte comme un indice d’acceptation de deux parties : chargeur (acheteur) 

et transporteur (vendeur). Cet indice va permettre à l’algorithme de corriger son estimation dans les itérations suivantes 

de la même classe.  

7. Récompense 

Une récompense est une évaluation quantitative du prix proposé par l'algorithme. La définition de la fonction de 

récompense est sensible et critique puisqu’elle influe directement sur le mode d'apprentissage. 

Le calcul de la récompense, ou la pénalité, dépend de l’objectif à optimiser et l’évaluation de la fairness. 

 



 

Algorithme d’apprentissage 

   Initialisation de la fonction d'approximation 
Zi = Z0 

while i < nb_iterations do 
pi = estimator.predict(Zi) {reseau de neurones} 
Appliquer pi {proposer le prix pi} 
Calculer l'indice de fairness fi  
Calculer la récompense ri  
Mettre à jour la fonction d'apprentissage 
Zi = Zi+1 

end while 

3 Résultats 

Nous avons testé notre algorithme sur des données réelles.  

Sur certains ensembles de tests, le tarif estimé peut atteindre 30% d’écart par rapport au prix réel.  

Nous remarquons que le type de la fonction d’approximation a une influence directe sur la précision de la tarification et 

que le pattern de tarification diffère d’un ensemble d’expédition à un autre.  
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