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Base de I'TA distribuée

Le cours s’appelle officiellement Base de I'IA distribué.

Mais le contenu du cours n’a rien a voir avec I'TA distribué.

Dorénavant, ce cours s’appelle apprentissage par renforcement !
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Plan du cours

. Processus de décision Markovien

. Apprentissage par renforcement
. Séance de TP
. Apprentissage par renforcement utilisant approximation

. Théorie des jeux non-coopératifs et objectif d’apprentissage et
Algorithmes d’apprentissage multiagent

6. Tranfer-learning/Deep RL/autres ?

Intervenants :

o Stéphane Airiau : décision collective, allocation équitable, théorie
des jeux coopératifs, apprentissage multiagent

o Yann Chevaleyre : apprentissage, choix social computationnel
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Apprentissage par renforcement

Un type d’apprentissage qui est basé sur l'interaction avec son environ-
nement.

= dans ce cours, on va étudier une approche computationnelle pour ap-
prendre de son interaction.

Le but de I'apprentissage par renforcement est de savoir quoi faire dans
un contexte donné pour maximiser un signal récompense.

o les actions peuvent avoir une influence sur les contextes futurs

o l'apprenti doit découvrir par lui-méme les actions qui donnent les
plus hautes récompenses en les essayant !

o ces choix peuvent avoir des conséquences sur la récompense
directement obtenue, mais aussi sur la situation suivante.
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Un type d’apprentissage : apprentissage par renforcement

apprentissage supervisé :
les données contiennent des observations dont la réponse
o pour les arbres de décision une classification
o pour les réseaux de neurones on nous donne la valeur de la fonction
objective

apprentissage non-supervisé
On nous donne des données, on cherche a trouver des similitudes
ex : clustering

apprentissage par renforcement on donne un signal dont l'intensité
indique si on agit bien ou non
o si on regoit un encouragement, on fait quelque chose de bien et on
persevere
o si on regoit une punition, on a fait quelque chose de mal, et se doit de
changer quelque chose
initialement, on ne sait pas forcément dicerner un encouragement
d’une punition! 0.7, c’est bien ou non ?
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Un type d’apprentissage : apprentissage par renforcement

o la récompense n’est pas donnée de maniére instantanée (délais)
< peut étre il est difficile de savoir exactement ce qu’on a bien fait!)

= en accumulant de I'expérience, on va apprendre a modifier le
comportement pour optimiser a récompense

o le temps est donc important (les données ne sont pas i.i.d!)

< apprentissage par renforcement
L'apprentissage par renforcement travaille dans un monde incertain

o le résulat d’une action ne peut pas étre entierement prédit
< un agent doit surveiller son environnement et réagir a tout
changement
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Exemple d’application

On peut utiliser I'apprentissage par renforcement pour résoudre des pro-
blemes ou I'objectif est d’optimiser une fonction cumulative.

o optimisation dans des usines, régulation du traffic aérien
(simulations)

o ordonnancement (ex : quel taxi choisir pour une course)

o jouer a des jeux (ex. les vieux jeux Atari, mieux que les meilleurs
humains)
o faire marcher un robot humanoid
o en 1995 Tesauro (IBM Watson) a utilisé ’apprentissage par
renforcement pour son programme TD-Gammon qui joue au
backgammon au niveau des meilleurs mondiaux
o avec les réseaux de neurones, I’apprentissage par renforcement est
utilisé par AlphaGo pour jouer au jeu de Go et gagner contre le
meilleur joueur humain
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Apprentissage par renforcement

Etat du monde s;
Observe le monde o;

—P acces & un ensemble
d’actions possibles en
St

Le monde change s; —
Choix de l’action St+1
ar observe Oy

obtient récompense r

S

Update policy for state s;
using knowledge of s;, 1 and r;

o But:accumuler le plus de récompense

o Apprentissage par renforcement : comment spécifier la fonction de
mise a jour ?
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Récompenses

o But choisir une action qui maximise la récompense future

o les actions peuvent avoir des conséquences a long terme

o l'obtention de la récompense peut avoir un délais
= il peut étre bon de sacrifier une bonne récompense immédiate
pour obtenir une meilleure récompense sur le long terme !
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Discussion : RL & jouer au morpion

Supposons qu’on joue contre un adversaire qui fait des erreurs de temps
en temps en jouant au morpion.

o minimax n’est pas le plus pertinent.
Certes, on va faire mieux que contre un adversaire qui joue
optimallement, mais pas de garantie de faire les meilleurs coups!

o programmation dynamique peut calculer une réponse optimale
mais elle requiert la spécification complete de 1’adversaire!

o sionn’a pas ces données < on peut les apprendre par expérience.

o des méthodes évolutionnaires pourraient étre utilisées <*recherche
dans l’espace des politiques.

o approche par renforcement
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Mise en bouche : le probleme des k-bandits manchot

k bandit manchot < k machines a sous (en anglais k-armed bandit problem)

Supposons qu’on ait a notre disposition un saut de 1000 jetons pour jouer
aux machines a sous.

Supposons qu'il y a k machines a sous, et qu’elles ont des propriétés dif-
férentes sur les gains.

On suppose que chaque le fonctionnement machine est indépendente de
chacunde des autres.

On note A; la machine choisit pour jouer le " jeton et R; la récompense
obtenue.

On suppose que chaque machine a utilise une distribution de probabilité
de moyenne g, (1) = E[R¢|A; = 4]

Quelle est notre politique pour utiliser nos 1000 jetons ?
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probléme des k-bandits manchot

Si on connaissait g, (a) pour chaque machine, le probleme est trivial
= on passe notre temps a jouer argmax,(a) !
a

mais on peut former une estimation.

Supposons qu’on ait une estimation pour chaque machine

o vous jouez la machine qui a la meilleure estimation =*"action
gloutonne"
= on exploite sa connaissance actuelle
vous ne jouez pas pas l’action gloutonne = exploration

o durant I’exploration, la récompense est moins bonne a court terme
Mais elle peut permettre de plus grands gains a long terme !
il faut trouver un équilibre entre I’exploitation et 1’exploration.
ce probleme a été étudié en mathématique, et on peut construire des
méthodes sophistiquées pour trouver le meilleur équilibre, mais cela
nécessite des hypotheses précises sur les machines.
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Une estimation simple

On va utiliser la moyenne des gains obtenus jusqu’au moment présent.

Somme des récompenses obtenues en jouant a
nombre de fois ot on a joué a

-1
Z Rila;=a
i—1

1
Z Tai=a
i=1

Qt(a)

1 si cond est vraie
0 sinon

, ol 1cond {

en utilisant la loi des grands nombres, Q;(a) va converger vers g, (a).

lim Qy(a) = q.(a)

t—+o00
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Acton gloutonne et exploration e-gloutonne

Une action gloutonne est donc

argmax Qt(a)

Une variante est d’étre glouton presque tout le temps, et de temps en
temps, d’explorer aléatoirement

© avec une probabilité €, on choisit une action au hasard (en utilisant
une probabilité uniforme sur les machines)

o avec une probabilité 1 — €, on choisit I’action gloutonne
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Evaluation empirique

On utilise une simulation avec 10 machines a sous.

o Pour chaque machine a4, on choisit g, () en tirant un échantillon
d’une distribution normale de moyenne 1 et de variance 1 (N(0,1)).

o achaque fois qu’on joue a la machine 4, on tire un échantillon de
moyenne 4, (a) et de variance 1.

o on utilise un algorithme en choisissant 1000 fois une machine.
< un "run"

o pour obtenir des informations plus fiables, on répete 2000 "runs"
(on tire au sort les valeurs g, puis on choisit 1000 fois une machine)
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Evaluation empirique : Glouton, e-glouton

10-armed bandits -- average over 2000 runs
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Evaluation empirique : Glouton, e-glouton

frequency of choosing the optimal action

10-armed bandits -- average over 2000 runs
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Evaluation empirique : Glouton, e-glouton

o la méthode glouton se "bloque" trop vite sur une machine non
optimale.

o 0.1-glouton explore assez rapidement, mais va plafonner a la limite
(en théorie, devrait atteindre 91% de bon choix)

o 0.01-glouton explore plus lentement au début, mais avec plus
d’itérations, devrait atteindre un meilleur résultat.

o enregardant ce graphe, et si vous avez 1000 jetons, quel stratégie

utilisez vous ?
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Implémentation efficace

On tient a calculer I’estimation de la valeur des machines de maniére com-
putationnellement efficace!

o on veut éviter de stocker toutes les données

o on veut éviter de faire une boucle pour calculer la moyenne

C’est trivial, mais c’est une préoccupation a avoir !
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Implémentation efficace

1 n
- ZRi
n«
i=1
n—1
<Rn + Z Ri)
i=1
1 1 n—1

i=1
(Rp+ (n—1)Qn)
% (Ru+1Qun—Qu)

1
Qun+ 0 (Ry+—Qu)

N

Dans ce cours, on va beaucoup utiliser une regle de mise a jour
estimate,q,, < estimate,; + o - (observation — estimate,;)
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Mise a jour

estimation e, <— estimation,; + « - (observation — estimation;)

Etant donnée la nouvelle observation

o s’il semble que notre estimation est surestimée
< on baisse notre estimation

s’il sembe que notre estimation est sousestimée
= on augmente notre estimation

o (observation — estimate,);) : estimation de 'erreur
la réduction ou 'augmentation se fait proportionnellement a
'erreur, avec un coéfficient « (généralement petit).
o peut dépendre du nombre de mises a jour effectuée
dans notre exemple & = % ot1 n est le nombre de fois qu’on a choisi une
machine en particulier.
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Et si le réglage des machines a sous varie au cours du temps ?

Le probléme est non-stationnaire et dépend donc du temps.

Idée : on peut donner un poids plus lourd aux récompenses récentes par
rapport aux récompenses obtenues il y a longtemps.

Par exemple :

Qus1 = Qn+ Ry —Qyl

ott le parametre « €]0,1].

Qui1 = Qu+alR,—Qul
R, + (1—a)Qy
oRy 4 (1 — )[Ry —1 + (1 — ) Q1]
Ry 4+ o(1— o)Rpy—1 + (1 — x)?Qu_1
Ry + (1= a)Ry—1+ (1— x)? [aRy—2 + (1 — x) Q2]

(1—a)"Q+)_ x(1—a)" R
i=1
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Et si le réglage des machines a sous varie au cours du temps ?

Quir=(1-0)"Qr+)_ «(l—a)"'R;

i=1

o c’est une moyenne pondérée
on peut vérifier que la somme des poids est égale a 1

o 0 < o <1 donc on a une chute exponentielle du poids en fonction de

I’ancienneté.
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Initialisation de 1’estimation

Quelle valeur pour Qs (a)?

o le choix de Qj (a) peut introduire un biais

0 pas un probléme en soi, et peut méme étre utile = on peut forcer
I'exploration

o idée : initialisation optimiste des valeurs initiales.

=avec nos méthodes gloutonnes, on va explorer ces états qui
apparaissent prometteurs
o sice ne sont pas de bons états < 1’estimation va vite baisser
o on va forcer que chaque état soit exploré un certains nombre de fois, ce
qui va aider la convergence !
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Evaluation empirique

10-armed bandits -- average over 2000 runs
a=0.1 fixed in update rule

1 T T T T T T

Optimistic Q,=5 - Pure greed e=0

08 [

Realistic Q=0 - greedy £=0.1

0.8

04

0.2

frequency of choosing the optimal action

0 100 200 300 400 500 800 700 800 800 1000
iterations.
C’est une ruse qui fonctionne généralement bien pour les problemes sta-

tionnaires.
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Utiliser un intervalle de confiance

On a besoin d’explorer

e-glouton traite les actions non-gloutonne de la méme maniére.
Cependant

certaines ont peut-étre été utilisées plus souvent

On n’a peut étre pas intérét a tester plusieurs fois une action
vraiment mauvaise

Il faut peut étre tester plus vite des actions qui paraissent plus
prometteuses.

< confiance de '’estimation

= Méthode des intervalles de confiance
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Utiliser un intervalle de confiance

o idée : essayer de mesurer l'incertitude sur la valeur Q(a) qu’on
estime

o but: on calcule une borne supérieure probable de la valeur Q(a)
qu’on estime

o Laborne est calculée par 'expression

logt

Qtla)+c Ni(a)

o plus la borne est élevée, plus a est prometteuse !

logt

Ny(a)

= On explore les actions les plus prometteuses <> meilleure utilisation des
échantillons.

On va donc choisir 'action argmax | Q¢ (a) +¢
a
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Utiliser un intervalle de confiance

logt

Qt(a)+c Ni(2)

o N(a) est le nombre de fois oti ’action a a été choisie

o c est une constante qui determine la mesure de confiance

o t est le nombre total d’itérations

= sia est choisie ¢ l'incertitude baisse (donc la borne aussi)
< sian’est pas choisie, t croit, et I'uncertitude croit.

o avec le log, l'accroissement devient de plus en plus petit.

Peter Auer, Nicolo Cesa-Bianchi, Paul Fischer. (2002). Finite-time Analysis of the
I
' Multiarmed Bandit Problem, Machine Learning, 47, 235—256

‘
|
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Evaluation empirique

frequency of choosing the optimal action

10-armed bandits -- average over 2000 runs
a=0.1 fixed in update rule
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iterations

fréquence du choix de la meilleure machine
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Utiliser un intervalle de confiance

Marche avec des problemes de bandits stationnaires.

Personne n’a encore réussi a adapter ce type d’idée pour les modeles plus
compliqués d’apprentissage par renforcement que 1’on va voir dans le
cours.

certains d’entre vous on peut-étre vu son utilisation dans les jeux a deux
joueurs (Monte Carlo et UCB ont donné de bons résultats).
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Montée de gradient stochastique

o jusqu’ici : on apprend une estimation, puis on utilise cette
estimation pour choisir une action

o maintenant, on veut apprendre une fonction de préférences : plus
on préfere une action, plus souvent on va la prendre.
On note H;(a) la préférence pour I'action a au pas de temps ¢.

< idée de distribution de Boltzmann

t(a)
Pr{A;=a}= 1§H— =m(a)

3 et
b=1

o On peut utiliser I'idée de la montée de gradient stochastique.

H ( )_ Ht(a)"i‘(X(Rt—Rt)(l—T[t(ﬂ)) ifa :At
H1YW Y Hi(a) — a(Ri— Ry (a) otherwise

ol R; est la moyenne des récompenses jusqu’au pas de temps t,
comme calculé avant.
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Montée de gradient stochastique

frequency of choosing the optimal action

[eR:]
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10-armed bandits -- average over 2000 runs
a=0.1 fixed in update rule
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